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Laburpena

Testu klinikoetan informazio aberatsa dago, besteak beste, medikuntzako entitate izendunak ditugu (botika-izenak,
gaixotasun-izenak, etab.) eta hauen arteko erlazioak. Informazio hori erauzteko, ikasketa sakoneko algoritmoak
hartu ditugu oinarri eta antzeko patroiak, ez derrigor berdinak, topatzeko gai den sistema bat eraiki dugu. Sistemak
bi entitate (adb. botika bat eta gaixotasun bat) erlazionatuta dauden ala ez detektatu eta erlazio mota (adb. kausa)
esleitu behar du. Horretarako, Joint AB-LSTM deritzon algoritmoaren ahuleziak aztertu eta desoreka estatistikoari
aurre egiteko bi modu proposatu ditugu. Hurbilpena nazioarte mailan ezaguna den ingelesez idatzitako BioNLP
2011 datu-sortan ebaluatu dugu.

Hitz gakoak: sare neuronal sakonak, joint AB-LSTM, hizkuntzaren prozesamendua

Abstract

This work deals with relation extraction in clinical text mining. To this end we turn to algorithms based on deep
learning: given examples from a set of texts, the aim is to build a system able to find similar though not necessarily
equal patterns. In this work we analyse systems that automatically extract information from clinical texts. Given
that the context is crucial in this task, we resorted to Joint AB-LSTM algorithm. The system has to detect if two
entities (a medicine and a disease) are related, and if they are, assign a class (for example cause). In this work we
explore the weak points of the algorithm and we propose two ways to tackle statistical inbalance. Our proposal
was assessed in a well-known English medical data-set, i.e. BioNLP 2011.

Keywords: deep neural networks, joint AB-LSTM, natural language processing

1 Sarrera

Lan honek hizkuntza idatzia aztertu eta informazioa erauzteko sistema aurkezten du. Hain zuzen ere, medikuntza
arloko testuetan entitateen arteko erlazioak erauzteko sistema. Erlazio kliniko baten adibide bat erakusten da 1.
irudian Brat deritzon bistaratzea erabiliz (Stenetorp et al., 2012). Adibidean, erlazioa geziaren bidez adierazi da eta
erlazio-mota geziaren gainean idatzi da. Formalki, erlazioa R(ei, ej , text) = relType eran definitzen da, non ei
eta ej erlazioan parte hartzen duten “entitateak” diren, hurrenez-hurren jatorria eta helmuga. Beste aldetik, “text”
aldagaiak, entitateen testuingurua jasotzen du. Adibide baterako, 1. irudian bost entitate agertzen dira: Perforin,
granzyme B eta T-bet PROTEIN motakoak; expression GENE EXPRESSION motakoa eta regulated REGULATION
motako entitatea. Horretaz gain, bi entitateen arteko Cause motako erlazioa dago. text aldagaian irudiko testu
osoa legoke eta Cause motako erlazio bat agertzen da: R(regulated, T − bet, text) = Cause. Iruditik, inpli-
zituki, gainontzeko entitateak erlazionatuta ez daudela ulertzen da, formalki: R(regulated, expression, text) =
NO_RELATION.

1. Irudia: Erlazio kliniko baten adibidea BioNLP 2011 GE azpi-atazan. Entitateak kolorez azpimarratuta agertzen
dira testuan eta entitateei dagokien mota gainean idatzi da (adb. T-bet delakoa “Protein” motako entitatea da).
Entitateen arteko erlazioak gezien bidez adierazten dira eta gezian erlazio mota adierazten da).
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Erlazio-erauzketa prozesuan, lehenik eta behin, entitateak ezagutu behar dira. Adibidez, 1 irudian Perforin,
granzyme B eta beta-catenin PROTEIN motako entitate gisa ezagutu dira. Entitate klinikoak erauzteko metodo
automatikoek kalitate altua lortu ohi dute, 0.93ko F1 neurria lortu izan da azken urteotan (Goyal et al., 2018;
Yadav eta Bethard, 2019; Li et al., 2020). Ez dago, ordea, lan honetako helburuen artean entitateak ezagutzea,
izan ere, entitateak anotatuta dituzten datu-sortak erabiliko ditugu. Aitzitik, helburua, entitateen arteko erlazioak
automatikoki erauztea da. Osasunaren arloan oso garrantzitsua da erlazioak ongi detektatzea. Adibidez, botika bat
hartzearen ondorioz sortutako sintomak edo gaixotasunak detektatzean, drogen aurkako erreakzioak detektatzean,
botiken eta gaixotasunen arteko erlazioak finkatu behar dira. Ezinbestekoa da, lotura ongi egitea, ezin baitugu
ez botika gaizki identifikatu, ez botika hori hartzearekin zerikusirik ez duten sintomak lotu. Erlazio erauzketa
automatikoa egiteko, adimen artifizialaren ildotik joko dugu. Hain zuzen ere, hizkuntzaren prozesamenduaren eta
ulermen alorrean kokatzen da gure lana.

Azken hamarkadan, erlazio-erauzketan erabili izan diren hurbilpenak aztertuz, bilakaera nabarmena sumatzen
da. Hasierako sistemek testu-ingururik gabeko errepresentazio dentsoak (embedding deritzonak) erabiltzen zituz-
ten. Izan ere, joera entitate-bikoteak bektore-espazio horretan proiektatu eta entitate-bikoteen arteko distantzien
arabera aurreikusten zen erlazionatuta zeuden ala ez (Bordes et al., 2013; Kang et al., 2014). Distantziak ez ezik,
entitate-bikoteek osatzen zuten bektorearen norantza ere esanguratsua zela ohartarazi zen (Pérez et al., 2016). Tes-
tuinguru honetan, sintaxiak paper garrantzitsua jokatzen duela frogatu zen (Li et al., 2016). Testuen errepresenta-
zioa lortzeko, eskuz aukeratutako ezaugarriak erabiltzetik, automatikoki erauzitako ezaugarriak igaro da (Nguyen
eta Grishman, 2015). Aurrerago, testuingurua kontuan hartzen dituzten sare neuronalak gailendu dira (He et al.,
2018). Sare neuronal konboluzionalez gain Long short-term memory (LSTM) sare neuronaletan oinarritutako hur-
bilpenak erabili dira, adibidez Sahu eta Anand, 2018 aipamena, gure lanaren abiapuntua. Testuingurua erabakiorra
izaten denez erlazio erauzketan, gure kasuan Joint AB-LSTM (Sahu eta Anand, 2018) hurbilpena aztertu dugu,
izan ere, bi LSTM konbinatzen baititu. Sistemak testuingurua kudeatzeko gai bada ere, ahuleziak ditu, hurrengo
atalean azalduko dugun bezala, eta horiei aurre egiteko metodo bat planteatu dugu.

2 Metodologia

Erlazioak erauzteko eredua lortzeko algoritmoak datu-sorta gainbegiratuak darabiltza, alegia, erlazioak markatuta
dituen datu-sorta edo urre-patroia. Aldez aurretik erlazioak etiketatuta dituen testu-bildumatik, ikasketa automati-
koan oinarritutako algoritmoen laguntzaz, testuak etiketatzeko gai den eredua sortzea da gure ataza. Algoritmoak,
eredua entrenatu ahal izateko, datu-sortan kasu positiboak (erlazionatutako entitate-bikoteak) eta negatiboak (er-
laziorik gabeko entitate-bikoteak) behar ditu. Orokorrean, erlazioak erauzteko eredu iragarlearen inferentziak
dakarren erronka nabarmenena, klaseak har ditzakeen balioen arteko desoreka da. Potentzialki erlazionatuta egon
litezkeen entitate-bikote kopurua nabarmenki handia da errealitatean erlazionatuta daudenekin alderatuta. Desore-
karen ondorioz, ikasketa automatikoan oinarritutako algoritmoen joera, erlazio eza iragartzea da. Beste hitzetan,
sistema maizen agertzen den klasera alboratuta egoten da. Proposatu dugun metodologiak, erronka honi aurre
egiteko ekarpenak dakartza.

2.1 Kasu negatiboen sorkuntza

Berez, urre-patroian kasu positiboak baino ez daude etiketatuta. Entrenamendurako negatiboak diren erlazioak
automatikoki sortu dira, baina ez denak. Erlazionatuta ez dauden guztiak sortu izan balira, positibo eta negatiboen
arteko desoreka nabarmena eragingo genuke. Kasu negatiboak sortu behar dira neurriz, sistemak ez dezan soilik
distribuzioa ikas. Garrantzitsuena, positibo eta negatibo posibleen artean bereizten ikastea da. Horretarako, gakoa
da algoritmoari antzekoak edo nahasgarriak izan dakizkiokeen adibideak (positiboak eta negatiboak) aurkeztea da.

Kasu negatiboak sortzeko bi murriztapen ipini ditugu: batetik, esaldi bereko entitateak lotu dira eta ez esaldien
artekoak; bestetik, nahasgarriak izan daitezkeen erlazio negatiboak baino ez dira kontsideratu. Erlazio bat sortzea
ahalbidetu da baldin eta entrenamendu multzoan entitate-bikote mota bera erlazionatuta agertu bada. Honela, erla-
zionatuta egon litezkeen entitate-bikoteak aurkeztuko zaizkio sistemari, batzuk positiboak eta besteak negatiboak.
Ezberdintasuna ez datza entitate-bikotean, testuinguruan baizik. Honek ulermen gaitasuna areagotzea du helburu.

Murriztapen hauek argitzearren adibide bat ipini dugu 2. irudian. Irudiko erlazio guztiak esaldi berean
daude anotatuta (1. murriztapena) eta NO_RELATION agertzen da, gorriz markatua, erlazionatuta egon litez-
keen bikoteen artean alegia, Protein eta DNA methylation motako entitateen artean (2. murriztapena). Datu-
sortan R(methylated, 5 − LO, text) = Theme erlazioa existitzen denez, R(methylated,MeCP2, text) =
NO_RELATION erlazioa sor daiteke (2. murriztapena). Aitzitik, R(MDB2,methylated, text) =
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NO_RELATION erlazioa, gorriz dagoena, ez da sortuko, datu-sorta osoan ez baitago Protein eta DNA methy-
lation lotzen duen adibiderik.

2. Irudia: BioNLP 2011 corpuseko dokumentu batean sor daitekeen NO_RELATION erlazio hautagaietako bat
(fondo zuriz markatua), eta NO_RELATION hautagai bat ezin daitekeena sor (gorriz markatua).

2.2 Ikasketa sakoneko hurbilpena

Aitzindariak aztertuta, Joint AB-LSTM (Sahu eta Anand, 2018) aipamena erabiltzea erabaki dugu, alde batetik,
testuingurua kontuan hartzeko duen gaitasunagatik eta beste aldetik oso alboratutako sailkapen bitarrean (bai / ez
klaseekin) sendoa izan zelako (Santiso et al., 2018). Gure lanaren ekarpenetako bat sistema hori klase anitzeko
datuetara hedatzea izan da.

Joint AB-LSTM sareak hizkuntzaren prozesamenduan aurrerapen handia ekarri dituen Bi-LSTM motako
(Hochreiter eta Schmidhuber, 1997) bi sare uztartzen ditu era ezberdinetan parametrizatuta. Bi-LSTM sare neu-
ronalen ezaugarririk aipagarriena testuingurua bereizteko duten gaitasuna da, hitzari, testuinguruaren araberako
ezaugarri numerikoak esleitzen baitizkio.

Izanak izan, ez dugu Joint AB-LSTM (Sahu eta Anand, 2018) bere horretan erabili, jatorrizko inplementazioak
ahulezia batzuk baititu. Alde batetik, ez darabil entitateen hedadura (alegia, nondik-nora doan entitatea) eta, on-
dorioz, erauzitako erlazioak ez dira itxaron litezkeen erlazioen baliokideak hedadurari dagokionean. Beste aldetik,
jatorrizko inplementazioak F1 mikro-batezbestekoa (ingelesez micro-averaged F1) neurria darabil sailkatzailea
entrenatzeko optimizazio prozesuetan. Erlazio guztiekiko duen F1 neurriaren batezbestekoa lortzeko modu ho-
netan maizen agertzen den klasearekiko (alegia erlaziorik ezarekiko) F1 neurria gailentzen da, alegia, alborapena
sustatzen du. Adibidez, sailkatzaileak edozein entitate-bikote bat emanda erlazionatuta ez daudela esateko joera
sustatuko luke, maizen agertzen den erlazio mota, erlazio eza baita. Entrenamendu prozesuan, ordea, gutxiengoan
dauden erlazioak doitasunez eta estaldura handiz iragartzea da helburua.

Honenbestez, gure ekarpenak hauexek dira: batetik, jatorrizko inplementazioa klase bitarrekin lan egiteko
prestatuta zegoen eta guk klase anitzekin lan egiteko egokitu dugu; bigarren, optimizazio prozesuan, F1 makro-
batezbestekoa (ingelesez, macro-averaged F1) darabilgu neurri honi klaseen alborapenak ez baitio eragiten; hiru-
garren, entitateen hedadura kontuan hartzen dugu esplizituki eta, honenbestez, trazabilitatea errazten da.

2.3 Desorekari aurre egiteko arkitekturak

Datu-sortan zeuden kasu positiboei kasu negatibo sintetikoak erantsi zaizkie 2.1. atalean adierazi den moduan.
Murriztapenekin erantsi diren arren, oraindik desoreka nabaria da. Alegia, erlazio positiboak erlazio posibleekiko
arbuiagarriak dira. Desorekaren eraginari aurre egiteko, erlazioen sailkapena ondoz-ondoko bi urratsetan egitea
proposatu dugu, ohikoena urrats bakarrean egitea bada ere. Honetan datza arkitektura bakoitza:

1. Urrats batean: zuzenean, erlazio hautagai guztiak planteatu eta dagokien klasea iragarriko duen sailkatzailea
sortu. Hauxe da oinarri-lerroa, alegia, klase anitzetan oinarritzen dena.

2. Bi urratsetan: lehendabizi bi entitate erlazionatuta dauden ala ez erabakitzen duen sailkatzaile bitarra dago.
Honek erlazionatuta ez dauden bikoteak baztertzen laguntzen du eta horrekin klaseen alborapena txikitu egiten
da. Ondoren, erlazio positiboei dagokien klasea iragarriko duen sailkatzailea dago. Hauxe da sustatu dugun
hurbilpena, alegia, hurbilpen bitarra deitu duguna.

3 Esperimentazioa

3.1 Datu-sorta

Gure sistema nazioarteko erronketan erabili diren hiru atazetan ebaluatu da, hain zuzen ere BioNLP 2011 (Kim
et al., 2011a) datu-sortaren hiru azpi-atazekin: EPI ataza, non aldaketa epigenetikoak deskribatzen dituzten doku-
mentuak ematen diren (Ohta et al., 2011); GE ataza, non geneetako gertaerak deskribatzen dituzten dokumentuak
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ematen diren (Kim et al., 2011b) eta REL ataza, non gene eta proteinen arteko interakzioak deskribatzen diren
(Pyysalo et al., 2011). BioNLP 2011 GE azpi-atazaren adibide bat jaso dugu 3. irudian.

3. Irudia: BioNLP 2011 GE azpi-atazako erlazioen adibidea.

Datu-sorta honen deskribapen kuantitatiboa 1. taulan ematen da eta erlazio klasearen banaketa 2. taulan. Go-
goan izan behar da 1. taulan ematen diren erlazio kopuruan ez direla kontatzen NO_RELATION motakoak, hauek
ez direlako corpusaren parte, sintetikoki sortutako erlazioak baizik. 2 taulan sortutako NO_RELATION erlazioak
ere ematen dira, beste klaseetan dauden erlazio kopuruarekin konparatu ahal izateko.

1. Taula: BioNLP 2011 datu-sortaren deskribapen kuantitatiboa: Dokumentu kopuru osoa; Anotatutako entitateak;
Erlazio kopuru osoa; Hitz kopurua multzo osoan; Batezbesteko hitz kopurua dokumentuka; Hiztegiaren tamaina.

Ataza Partiketa Dokumentuak Anotazioak Erlazioak Hitz kopurua Hitz kopurua
dokumentuz

Hiztegiaren
tamaina

EPI
Entrenamendua 600 7595 1852 127312 212 19454
Garapena 200 2499 601 43497 217 9373
Ebaluazioa 400 5096 1261 91929 230 15439

GE
Entrenamendua 805 11625 10310 205729 255 19482
Garapena 155 4690 3250 64132 414 9768
Ebaluazioa 264 4301 4487 79047 300 12035

REL
Entrenamendua 800 9297 1857 176146 220 16648
Garapena 150 2080 480 33827 226 5934
Ebaluazioa 260 3589 497 57256 220 9314

2. Taula: BioNLP 2011 datu-sortaren erlazio klaseekiko instantzia-banaketa erlazio negatiboak sortu eta gero

Klasea EPI ataza GE ataza REL ataza
Entrenamendua Garapena Entrenamendua Garapena Entrenamendua Garapena

atloc - - 62 8 - -
cause 166 60 1394 605 - -
contextgene 49 13 - - - -
csite - - 42 13 - -
equiv 391 153 509 113 433 85
no_relation 14800 4640 36718 15877 17588 4724
protein-component - - - - 1210 290
sidechain 60 24 - - - -
site 642 215 446 203 - -
subunit-complex - - - - 479 142
theme 1399 462 9427 3099 - -
toloc - - 66 18 - -

3.2 Aurre-prozesamendua

Erabili diren sarrerako datu-sortak Stav deritzon anotatzailearen (Ananiadou eta Tsujii, 2012) formatuan datoz.
Formatu hau Joint AB-LSTM sare neuronalak eskatzen duen formatura bihurtu behar da. Jarraian, hizkuntzaren
prozesamenduan ohikoa den bigarren aurre-prozesamendu bat aplikatzen zaie: sarrerako testua letra xehera bihur-
tzen da eta gero tokenizatu egiten da. Formatu-bihurketa bereziki eta, beste maila batean, aurre-prozesamendua,
esker onekoak ez diren lanak direnez, irakurleak lan hau errepikatu ahal izateko eskuragarri1 utzi ditugu programak
bigarren mailako ekarpen gisa.

1Datuen egokitzapenerako inplementatutako softwarea eskuragarri utzi dugu hemen: https://github.com/Porobu/HAPLAP-MAL
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3.3 Emaitza esperimentalak

Sarrerako datu hauek aurreprozesatuta daudenean Joint AB-LSTM sare neuronala entrenatu eta ebaluatzen da. Sa-
re neuronalak erlazioak sailkatzeko duen gaitasuna ebaluatzeko erabili diren metrikak doitasuna, estaldura eta
F1-neurria dira. Neurri hauek erlazio mota bakoitzerako lortzen dira eta ikuspegi orokorra izatearren, neurrien
batezbestekoak ateratzen dira: mikro-batezbestekoa, makro-batezbestekoa eta batezbesteko haztatua (ingelesez,
weighted average) Sokolova eta Lapalme (2009)-ren lanean azaltzen den moduan. Azpi-ataza bateko (REL azpia-
tazako) emaitzak klaseka aurkezten dira 3. taulan.

3. Taula: BioNLP 2011 REL datu-sortarekin lortutako emaitzak klaseka zehaztuta eta klaseekiko batezbestekoak
(mikro-, makro- eta bataz-besteko haztatua)

Klasea
Urrats batean Bi urratsetako arkitektura

Klase anitzeko hurbilpena Hurbilpen bitarra 1. fasea Hurbilpen bitarra 2. fasea
Doit. Estal. F1 Doit. Estald. F1 Doit. Estald. F1

equiv 0,66 0,45 0,53 - - - 0,87 0,80 0,83
erlazioa - - - 0,50 0,59 0,54 - - -
no_relation 0,91 0,99 0,95 0,95 0,93 0,94 - - -
protein-component 0,50 0,10 0,17 - - - 0,81 0,83 0,82
subunit-complex 0,40 0,01 0,03 - - - 0,64 0,64 0,64
Mikro 0,91 0,91 0,91 0,90 0,90 0,90 0,79 0,79 0,79
Makro 0,62 0,39 0,42 0,73 0,76 0,74 0,77 0,76 0,77
Batez. haztatua 0,87 0,91 0,88 0,91 0,90 0,90 0,79 0,79 0,79

Laburtzearren, gainontzeko azpi-atazetan ez ditugu emaitzak klaseka aurkeztuko. Aitzitik, ikuspegi oroko-
rraren adierazle gisa, makro F1 neurriari erreparatuko diogu eta azpi-ataza guztiak batera aurkeztuko ditugu era
grafikoan. Urrats batean gauzatzen den arkitekturaren bidez lortutako batezbesteko emaitzak 4. irudian biltzen
dira. Arkitektura honetan erlazio guztiak (positiboak eta negatiboak) batera sailkatzen dira. Bi urratsetan gauza-
tzen den arkitekturaren bidez lortutako batezbesteko emaitzak 5a. eta 5b. irudietan jaso dira. Lehenengo urratsean
erlaziorik badagoen iragartzen da, eta bigarren urratsean erlazioei mota esleitzen zaie. Honegatik, 3. taulan, bi
urratsetako arkitekturan, 1. fasean erlazioa ala erlazio-eza baino ez da iragartzen eta 2. fasean, ordea, erlazio-mota
zehazten da.

Emaitza esperimentalen analisia burutuko dugu jarraian. 3 taulan ikusten den bezala, urrats bateko sistemak
batezbesteko haztatu hobea du, baina klaseka ematen diren emaitzetan sistemak asko ikasi ez duela nabaria da,
gehienetan erlaziorik ez dagoela iragarri du eta. Urrats bateko eta bi urratsetako sistemaren bigarren fasea kon-
paratuz, desorekari aurre egiteko proposatutako hurbilpena egokia suertatu da, nahiz eta F1 haztatua jaitsi, klase
positiboen F1 asko igo baita, protein-component klasearen kasuan 0, 03tik 0, 64ra igo baita. Portaera hau azter-
tutako hiru azpi-atazetan ematen da. 4 irudian ikus daitekeen bezala F1 haztatua oso altua da, aurreko kasuan
bezala, hiru sistemek erlaziorik ez dagoela iragartzeko joera dutelako, hain zuzen ere. Klase anitzeko eta hurbilpen
bitarraren emaitzen arteko makro F1 neurriak konparatzen baditugu, 0, 42 eta 0, 77, agerian geratzen da hurbilpen
bitarrak sistemaren sendotasuna hobetu duela alborapenaren aurka.

4. Irudia: Oinarri-lerroa: urrats bakarreko arkitektura, alegia, klase anitzeko hurbilpenarekin lortutako emaitzak.
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5. Irudia: Bi urratsetako arkitekturarekin lortutako emaitzak: 1. erlaziorik badagoen; 2. erlazio-mota esleitu.

(a) 1. urratsean: erlaziorik dagoen aurreikusi (b) 2. urratsean: erlazio mota iragarri

Jarraian, gure proposamena aurrekariek burututako lanarekin alderatuko dugu, nabarmenenak 4. taulan labur-
bildu ditugu. Hasteko, BioNLP 2011 REL erronkan lortutako hurbilpenak eta emaitzak bildu ditugu 4. taulako
lehenengo lau errenkadetan. Nabarmendu behar da, BioNLP 2011 erronkan, parte-hartzaileek erlazio-erauzketa
ez ezik, entitateak ere erauzten zituztela. BioNLP 2011 lehiaketako ebaluazioan protein-component eta subunit-
complex erlazioak bakarrik ebaluatu ziren, baina gure sistema ebaluatzeko, corpusean anotatutako erlazio guztiak
erabili dira, equiv erlazioa barne. Hau dela eta, emaitzak ezin dira zuzenean alderatu. 2011ko aurrekarien artean,
kalitate onena Support Vector Machine (SVM) (Cortes eta Vapnik, 1995) motako sailkatzailearen bidez lortu zen
(Björne eta Salakoski, 2011; Van Landeghem et al., 2011). 3. eta 4. sistemek (Kilicoglu eta Bergler, 2011; Le Minh
et al., 2011) hiztegian oinarritutako entitate erauzketa erabili zuten erregelekin konbinatuta. 2011-ko sistemek es-
kuz planteatutako ezaugarriak erabiltzen zituzten eta nekez ustiatzen zuten hizkuntzaren semantika, testuingurua
etab.

4. Taula: BioNLP 2011 REL azpi-atazan lortutako emaitzak, ofizialak eta ikasketa sakoneko inplementazio berri
birekin lortutakoak, MAT-LSTM eta LBERT, eta amaieran lan honetan aurkeztutakoak.

Urtea Taldea Sistema Doitasuna Estaldura F1
1 2011 University of Turku SVM 0,68 0,50 0,58
2 2011 VIB - Ghent Univeristy SVM 0,37 0,48 0,42
3 2011 Concordia University Dict + Rules 0,47 0,25 0,32
4 2011 University of Science, VNU, HCMC Dict + Rules 0,23 0,16 0,19
5 2018 MAT-LSTM Attentive LSTM 0,48 0,77 0,59
6 2020 LBERT BERT 0,62 0,59 0,59
7 2021 Ixa@IkerGazte: Urrats batean Joint AB-LSTM 0,87 0,91 0,88
8 2021 Ixa@IkerGazte: Bi urratsetan Joint AB-LSTM 0,79 0,79 0,79

Azken bost urteotako sistemek, automatikoki erauzitako ezaugarriak erabiltzen dituzte. Alegia, testuak karak-
terizatzeko latente dauden ezaugarriak erauzten dira automatikoki sare neuronalen bidez. Aldaketa nabaria izan
da testuak deskribatzeko eskuz planteatutako ezaugarriak erabiltzetik ezaugarri deskriptibo latenteak erabiltzera
pasatzea. Sare neuronalak berak testuak deskribatzeko gaitasuna du. Gaitasun hori urteekin aberastu da eta testu-
inguruak dakarren ñabardurak modelatzerako bidean garatu da. BioNLP 2011 lehiaketako REL azpi-ataza ikasketa
sakonean oinarritutako sistemekin ere ebatzi da, 4. taulako 5. eta 6. hurbilpenetan adibidez. MAT-LSTM ikasketa
sakoneko inplementazioak atentzio anizkun LSTM bat darabil (Bai et al., 2020). Sarea entrenatzeko corpus erral-
doiak erabili dituzte edozein motako erlazio klinikoak sailkatzen irakasteko asmoz. Gure sistemak MAT-LSTM
hurbilpenak baino doitasun hobea lortu du antzeko estaldurarekin. LBERT (Warikoo et al., 2020), domeinu kli-
nikorako adaptatutako BERT (Devlin et al., 2018) sare neuronalean oinarritzen da (4. taulako 6. lerroan). Gure
sistemak eta MAT-LSTM sistemak emaitza hobeak lortu dituzte estalduran. Gure kasuan, Bi-LSTM bi uztartzen
duen eredua aukeratu dugu, alegia, ikasketa sakoneko hurbilpena da. Ez dauzka BERT-ek dituen gaitasun aurrera-
tuak testuak karakterizatzeko, aitzitik, erlazio erauzketa atalerako ikasketa algoritmoa sendoa dela dirudi emaitzen
arabera.
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4 Ondorioak
Lan honetan erlazioak erauzteko sistema bat aurkeztu da. Sistema honen erronka nagusia alboratuta dauden da-
tuekin lan egiten duten atazei aurre egitea izan da. Honetarako, Joint AB-LSTM hurbilpena hartu dugu oinarri
gisa, sendotu dugu optimizazio prozesua desorekarekiko sentikortasuna txikitzearren, makro F1 neurriak erabiliz
optimizazio prozesuan eta hedatu egin dugu klase anitzeko atazei aurre egin ahal izateko. Bi arkitektura konparatu
ditugu: urrats bakarrekoa eta bi urratsetan gauzatzen dena. Emaitzak ikusita, batez ere F1 makro neurriari errepa-
ratuta, agerian dago sistema nahiko sendoa dela eta alboratutako datuekin lan egiteko gai dela. Lanean atazarako
egokia den sare neuronala ez ezik, aurreprozesamenduan estrategia bat inplementatu da alborapena gutxitzeko.
Alborapena gutxitzeko teknika hau ere findu egin da, kasu negatiboak neurriz sortzeko, esponentziaki haz ez dai-
tezen. Emaitzetan oinarrituta, bi urratsetako estrategiaren bidez kalitatea hobetzen da era nabarian (+0,35 F1 REL
datu-sortan).

5 Etorkizunerako lana
Etorkizunerako erronkak gelditzen dira oraindik eta horietako bat sistemari entitate ezagutzailea integratzea da. Era
horretara, sistema entitateak eta erlazioak era bateratuan erauzteko gai izango litzateke. Lan honetan bakarrik inge-
lesez dauden dokumentuak erabili dira, baina beste hizkuntzetara aplikatu daiteke, adibidez euskarara. Oraindik ez
dago euskaraz medikuntza-arloko corpus handirik, baina hau biltzeko lanak martxan daude. Hurrengo urratsak me-
dikuntza alorreko testuingurudun embeddingak erabiltzea litzateke (BioBERT edo BioXLNet adibidez). BERT-en
oinarritutako karakterizazioak sintaxia eta semantika konplexua biltzeko gai baitira eta honek ereduaren ulermen
artifiziala hobetzeko gaitasuna erantsiko duelakoan gaude. Amaitzeko, Joint AB-LSTM sare neuronalak darabilen
sarrerako datu formatua ez da egokia hizkuntzaren ezaugarri konplexu guztiak modelatzeko, formatu malguago
bat beharko luke, adibidez BILOU (Ratinov eta Roth, 2009). Datu-sortetan klase desoreka oso handia egon da
klase positibo eta negatiboen artean. Hau ekiditeko datu-sorta bitarra eraiki da; hain zuzen ere, klase negatiboak
iragazteko. Teknika hauek sailkapenean lagundu dute, baina oraindik sailkatzaileak klase negatiboa iragartzeko
joera du. Hau ekiditeko teknika gehiago probatu nahi dira, smoothing eta re-inforce learning adibidez.
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